Optimierungsverfahren: Motivation

Bayes-Formalismus

-- negative log-Likelihood
-- negativer log-Prior
-- Max. a Posteriori

—In p(D | w)—In p(wW)+ const = min

Schatztheorie

-- Fehlerfunktion L
-- Regularisierungsfunktion R
- F(w)=L(w)+oR(w)=!min
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Lernen von Datenmodellen

Optimierungsverfahren

« Optimierung konvexer Funktionen
« Optimierungsprobleme mit Randbedingungen

* Nichtkonvexe Optimierungsprobleme
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Optimierung konvexer Funktionen

« Haufiges Problem bei Lernen: Maximierung bzw. Minimierung einer Funktion
-> Optimierung
Bsp: Maximum Likelihood, Maximum a Posteriori, Fehlerminimierung ...

Konvexes Opimierungsproblem

- Def: Konvexe Funktion: Fur alle w,, w, F(w)
w

FOw, +(1-2)w,) S AF(w,)+(1-A)F(w,), 0 A<1

* Fur konvexe Optimierungsprobleme (Minimierung) gilt:
-- Es gibt genau ein Minimum >
-- Es gibt keine lokalen Minima Wi W2 W
-- Maxima liegen am Rand des
Definitionsbereichs

-- Viele Verfahren funktionieren
noch bei ,,gutartig” nicht-
konvexen Funktionen

Nichtkonvex ,Gutartig” nichtkonvex

Lokales Minimum

« Ab jetzt: Minimierung > >
W W
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Funktionen einer Variable ['(w)

« 1D-Gradientenabstieg: dF

Gehe ein kleines Stiick Richtung - =—F'(w)
w

* Intervallschachtelung
-- Start an Intervallrandern A, B

-- Auf Welcher Seite ist das Minimum?

F'((A+B)/2)>0=B=(A+B)/2 Ar -
F'(A4+B)/2)<0= A=(A+B)/2 (w)
--bis: F'((A+B)/2)<e=res=(A+B)/2 barabel

* Newton-Verfahren:
-- Start mit bel. W,
-- Taylorentwicklung der Funktion als Parabel
F(w)=F(w,)+F'(w,)(w=w,)+3F"(w,)(w=-w,)’

Nehme Min der Parabel: W =W —M >
| T F(w,) Wo W W
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Funktionen mehrerer Variablen F'(w)

A F(w)
« Gradientenabstieqg:
Gehe ein kleines Stlick Richtung des W, —VF(w)
negativen Gradienten (steilster Abstieg) W
1
Aw =-nVF(w, )=-MNgrad F(w,6)=-"Ng, = >
oF oF
N =—(W,)s ., 5—(W,)
ow, ow,
bis HAwn <&
* Probleme: 4w, Hshenlini
-- Steilster Abstieg zeigt nicht immer zum enentinien
Minimum “VF(w)
-- Abstieg ,,fangt sich” an flachen Stellen
-- enthalt willkuirliche Lernschrittweite n Minimum w *
Kk Sti | :
ann unnétig langsam sein > W,

-- kann oszillieren
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 Newton-Verfahren (Hesse-Matrix):

Analog 1D-Fall: Nahere F als quadratische Funktion
F(w)=F(w,)+(w-w,) -VF(w,)+3(w-w,) Hw,)(W-w,)
J°F

(H(W))U o, (W) Hessematrix
wihle deren M|n|mum w als w__, 4w, Héhenlinien
ini

0=IVF(W)=VF(w, )+H(w J(W—w ) VF(W )

— w
1

« Bem: H VF#?V”)

1

-—H'(w )VF(w,) zeigt von w, direkt zum Minimum der quadrat. Ndherung

* Probleme:
-- H bei hochdimensionalen Problemen aufwandig zu berechnen und zu invertieren
-- Nicht robust bei Ubergang zu nichtkonvexen Optimierungsproblemen
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Zuruckfuhrung auf eindimensionale Probleme: Linien-Suche

 Gradientenbasierte Linien-Suche:

-- Im n-ten Schritt wihle Richtung, z.B. d =-VF(w, )=-g_
-- Minimiere (wie gehabt) 1D-Funktion

A Aw . .

f(A)=F(w,+M,), A=argminf(A) 1 Hohenlinien

Wn+l - Wn + /idn
Bem:
-- Entspricht automatischer Wahl der Lernschrittweite
- dn+1TdnE g£+1gn — O > Wl

_ d _ T ) _ T T . T
0= EF(WH + ).dn) =VF (w, + Z,dn)dn =VF (w, )d =g .d=-d_ d
A

Probleme:

-- ,Zickzack-Kurs*“, oft sogar bei quadratischer Fehlerfunktion
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 Konjugierte Gradientenverfahren:

-- Gehe in ,die gute Richtung“:d ., =-H'g
aber ohne H-! explizit zu berechnen

-> Aquivalent: Gehe in die Richtung, in die sich
der Gradient (in 1. Naherung) nicht andert. Denn:

(1) :Esgilt: d' ., Hd, =0

d .
0 =7 F(w,+2d,),=VF(w,+Ad,)"d,=VF(w,,)'d, =g,.d, =-d,_Hd,

(2): VF(w

> W,

+ed ,)'d =VF(w,_)'d +ed’ , Hd =VF(w_)'d

n+l n+l

-- Daraus laBt sich der Conjugate Gradient Algorithmus ableiten:

1. Wahle Anfangs-Parameter w, und d, =—g,
2. im n-ten Schritt minimiere F(Wn +),dn), = W, =W, +2A,dn
3.Berechne g  =VF(w )

4. Konjugierte Gradienten-Richtung: d  =-g  +8d , B = gn+1(gn+l g,)

g,2,

5. Falls Ergebnis verbesserungswirdig: n=n+1, gehe zu 2
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Optimierungsprobleme mit Randbedingungen

Def: Gleichheits-Randbedingung: Minimiere F'(w) W2
unter den Bedingungen G, (w)=0, j=1, ..,/ /

Def: Ungleichheits-Randbedingung: Minimiere F'(w) / Tl
unter den Bedingungen U (w)<0, i=1, ... ,k \ 1

2 .
- Lagrange-Multiplikatoren (Motivation): HWH =min, geg. 1-w'b<0

Ziel: Minimiere F|, aber bleibe auf der Hyperflache G(w) =0 \A VG
-- Stelle sicher, nur entlang V, ' zu optimieren VF
-- grad (G(w)) ist senkrecht au# die Flache (G(w)=0): V F
Fiir € auf Fliche: G(w +8) = G(W)+4'VG =/G(w) = 4 L VG AN
1
-- Also: VF, (w)=VF(w)+aVG(w) fiir geeignetes o G(w)=0
OL(W, o

-- Ansatz: [ (w,a)=F(w)+aG(w) Lose: (BW, ) =0, i=1,....,d
-- Alternative Interpretation: An der Losung IL( Wi o)

: W,

sind VF(w), VG(w) parallel (=G(w))=0

-- 0 heissen Lagrange-Multiplikatoren dor
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 Lagrange-Multiplikatoren und Kuhn-Tucker Sattelpunkt-Bedinqung:

-- Betrachte Gleichheitsbedingung G(w)=0 als Paar G(w)<0, —G(w)<0
-- Ab jetzt oBdA Ungleichheits-Randbedingungen

F(w)=min, geg. U (w)<0, i=1, .. ,k
-- Betrachte Lagrange-Funktion L(w,a)= F(w)+ Z; alU,(w), a =20

-- Wenn der Sattelpunkt (W,4) existiert, also fiir alle (w,a >0)

L(w,a)< L(w,a)<L(W,a) dannlést w das Optimierungsproblem mit RB
-- Beweis: (1) L(W,4) < L(W,4) = 2; (o, —@,)U,(W)<0 fiirbel. 1020,i=1,-,k}

mit o, =&+, o, =a,, j#i = U,(W)<0 Randbedingung erfiillt
mit o, =0, o, =a;, jzi =>aU,(w)=0

= a,U;(W)=0] Karush-Kuhn-Tucker (KKT)-Bedingung

Nur entweder O?. oder U,(W) kénnen von Null abweichen
l

(2) L(W,4) < L(W,4)

= F(W)+ Y. GU(W)=F(W)S F(W)+ Y. 6,U,(W)< F(w)
=0 <0 woRB erfullt
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Nichtkonvexe Optimierungsprobleme

Moagliche Eigenschaften: Globales Minimum  Lokales Minimum

Optimierunq:

Sattelpunkt

Konkave Bereiche
Sattelpunkte

Lokale Minima

Jedes Minimum hat einen Einzugsbereich

-> Attraktorbecken

Nahe eines Minimums ist das Problem
konvex

l. d. R. wird ein lokales Minimum gefunden

Im Attraktorbecken: Gradientenabstieg,
Liniensuche funktionieren

Im konvexen Bereich: Newtonverfahren
funktioniert

—\ konvexer Bereich

W
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« Moglichkeit: Wiederholter Gradientenabstieg
AF(w)

-- Wahle Startparameter w,

-- Finde Minimum im jeweiligen Attraktorbecken

-- Nach vielen Durchgangen wahle das Minimum
mit kleinstem F

* Probleme: >
-- Keine Garantie, das globale Minimum zu finden
-- Fluch der Dimensionen
-- Kein Stopkriterium

4F(w)

Wichtiger: Globale Suchstrategien

Monte Carlo Verfahren o0—O

w
-- Versuch, Stichprobe {w,,w,,...} aus der unbekannten Verteilung p(w)=exp(—F(w))

zu ziehen
-- Prinzip: Wahle zufallig w, bewerte diese mit Hilfe von F, Akzeptiere proportional zu p

-- Beispiele: Importance sampling, Metropolis Algorithmus
-- Anwendung: Numerische Integration, Globale Optimierung
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Simulated Annealing

 Idee: Betreibe anfangs Importance Sampling,
schlieBe dann System in tiefstes Minimum ein

* Prinzip: Lasse anfangs auch unginstige Spriunge
zu, um lokalen Minima zu entkommen

« Algorithmus
1. Wahle hohe ,,Pseudotemperatur® 7,
2. Wahle Zufalls-Sprung Aw, berechne AF, = F(w, +Aw)—F(w )

3.AF, <0=w, ,, =w +Aw ( AF]

AF 20=w_,, =w, +Aw mit Wahrscheinlichkeit P, = €Xp -
k

4. Gehe N mal zurtick zu 2
5. Erniedrige die Temparatur 77, <7, gehe zu 2, bis Enddtemparatur 7 erreicht
» Annealing Schedule gegeben durch 7;,, 7., N, Abkiihlverfahren
* Globale Minimierung garantiert durch (zu langsame) logarithmische Abkuhlung

* Inder Praxis z.B: T, = (F,,, — Fyi)ey> Tiss =0T}, 0.9<00<0.99, N =100d, exp(-|AF|/T,)<<1
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